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ABSTRACT 
Previous studies showed that water column correction in habitat benthic mapping using remote 

sensing data can increase the accuracy of the information produced. This study aims to look at the 

distribution of seagrasses with and without water column correction using object-based classification 

(OBIA) on the Pajanekang Island. Field data on the distribution of seagrass and non-seagrass of a 
total of 347 points were taken in July-August 2018 with a transect 1x1 m2. The satellite data used was 

SPOT-7 imagery acquired on March 27, 2017, with a spatial resolution of 6×6 m2. Within the OBIA 

classification method, we used several algorithms such as Support Vector Machine (SVM), Bayes, K-
Nearest Neighbor (KNN), and Decision Tree (DT) to map benthic and seagrass habitats. The results 

showed that the treatment of with and without water column correction in mapping benthic and 

seagrass ecosystem habitats using several classification algorithms produced no significant difference 
in the accuracy of classification image product. However, from the four algorithms used, the Bayes 

algorithm without water column correction produced the highest accuracy value for benthic habitat 

mapping of 70.36% and seagrass habitat of 66.47%. The results showed that water column correction 

did not provide better results in the classification of benthic and seagrass habitats of digital satellite 
imagery than that of without water column correction. 
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ABSTRAK 

Koreksi kolom air dalam pemetaan habitat bentik menggunakan data satelit dapat meningkatkan nilai 

akurasi informasi yang dihasilkan, seperti yang telah dilakukan oleh peneliti sebelumnya. Penelitian 
ini bertujuan untuk melihat distribusi lamun dengan perlakuan dengan dan tanpa koreksi kolom air 

menggunakan klasifikasi berbasis objek (OBIA) di Pulau Pajanekang. Data sebaran padang lamun dan 

non lamun sebanyak 347 titik diambil pada Juli-Agustus 2018 dengan transek 1x1 m2. Data satelit 
yang digunakan adalah citra satelit SPOT-7 akuisisi pada 27 Maret 2017 dengan resolusi 6x6 m2. Pada 

penelitian ini metode klasifikasi OBIA menggunakan beberapa algoritma klasifikasi seperti Support 

Vector Machine (SVM), Bayes, K-Nearest Neighbour (KNN), dan Decision Tree (DT) untuk 
memetakan habitat bentik dan lamun. Hasil penelitian menunjukkan bahwa penerapan perlakuan 

dengan koreksi kolom air dan tanpa koreksi kolom air pada pemetaan ekosistem habitat bentik dan 

lamun dengan menggunakan beberapa algoritma klasifikasi menunjukkan hasil akurasi yang tidak 

berbeda nyata. Namun demikian, dari empat algoritma yang digunakan, algoritma Bayes tanpa koreksi 
kolom air memberikan nilai akurasi tertinggi untuk pemetaan habitat bentik sebesar 70,36% dan 

habitat lamun sebesar 66,47%. Hal tersebut menunjukkan bahwa koreksi kolom air tidak selamanya 

memberikan hasil yang lebih baik dalam klasifikasi habitat bentik dan lamun dari citra satelit digital.  
 

Kata kunci: algoritma, klasifikasi OBIA, kolom air, lamun, Pulau Pajenekang 
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I. PENDAHULUAN 

 

Lamun merupakan tumbuhan tingkat 

tinggi (Anthophyta) yang hidup dan tumbuh 

terbenam di lingkungan laut yang memiliki 

rimpang (rhizome), akar, dan berkembang 

biak secara generatif yaitu perkembangbiak-

an secara kawin atau seksual pada tumbuhan 

berbiji satu (monokotil) dan vegetatif yang 

merupakan perkembangbiakan secara 

aseksual (Sjafrie et al., 2018), serta tersebar 

secara luas di seluruh perairan pesisir tropis 

dan subtropis, dan beriklim sedang (Hossain 

et al., 2015). Lamun berperan sebagai 

produsen primer dalam rantai makanan di 

perairan, habitat bagi biota-biota laut, 

perlindungan terhadap daerah pesisir, 

menjaga sumberdaya alam (Waycott et al., 

2004), memproduksi karbon organik melalui 

penyerapan dan pembusukan (Macreadie et 

al., 2104), serta dapat mendukung 

pendapatan ekonomi lokal bagi masyarakat 

di daerah pesisir (Hossain et al., 2015). 

Selain itu ekosistem lamun juga memiliki 

peranan penting dalam ekosistem pesisir 

karena dapat membentuk padang rumput 

yang luas untuk mendukung keanekaragaman 

hayati yang tinggi (Traganos et al., 2018). 

Akan tetapi, menurut Sjafrie et al. (2018) 

ekosistem lamun juga merupakan eksositem 

yang rentan mengalami kerusakan akibat dari 

manusia ataupun faktor alam dan 

perubahannya sangat dinamis. Oleh karena 

itu, untuk manajemen ekosistem padang 

lamun yang baik, diperlukan informasi 

spasial dan temporal yang lebih akurat.  

Informasi ekosistem padang lamun 

secara spasial dan temporal dapat diketahui 

dengan melakukan pemetaan perairan 

dangkal menggunakan teknologi peng-

inderaan jauh dengan memanfaatkan 

berbagai sensor optik dari berbagai resolusi 

spasial mulai dari resolusi rendah, sedang, 

dan tinggi (Yang & Yang, 2009; Hedley et 

al., 2009; Dekker et al., 2005). Pemetaan 

perairan dangkal dengan teknologi 

penginderaan jauh diperlukan koreksi data 

untuk mengurangi kesalahan atau efek yang 

ditimbulkan dari perekaman citra satelit. 

Hafitz & Danoedoro (2015) berpendapat 

bahwa koreksi data citra dilakukan untuk me-

ngurangi kesalahan pada nilai piksel yang 

terekam, diantaranya adalah pengaruh 

atmosfer, posisi matahari, dan pengaruh 

kondisi perairan saat akuisisi data citra. 

Kondisi perairan merupakan salah satu 

kesalahan yang cukup berpengaruh terhadap 

pantulan spektral objek dasar perairan laut 

dangkal akibat atenuasi pada kolom perairan. 

Pengaruh kondisi perairan tersebut dapat 

dikoreksi dengan koreksi kolom air untuk 

mengurangi kesalahan informasi yang 

diekstraksi dari subtrat dasar perairan 

(Budhiman et al., 2013). Koreksi kolom air 

juga secara eksponensial berpengaruh 

terhadap penambahan kedalaman perairan. 

Intensitas cahaya yang masuk ke dalam 

kolom air akan mengalami proses absorpsi 

dan hamburan, yang kemudian disebut proses 

atenuasi, disebabkan oleh adanya komponen 

optik air yang menyebabkan menurunnya 

intensitas cahaya secara eksponensial dengan 

kedalaman kolom air sehingga terjadi reduksi 

terhadap nilai radiasi pada kolom perairan 

(Bukata et al., 2018). 

  Adanya pengaruh kedalaman 

terhadap deteksi citra satelit merupakan 

fungsi dari panjang gelombang dan 

kecerahan perairan, yang secara langsung 

dapat mempengaruhi efek dari koreksi kolom 

air terhadap penggunaan data penginderaan 

jauh (Setiawan et al., 2019). Penerapan 

koreksi kolom air dengan menggunakan 

algoritma Lyzenga merupakan salah satu 

metode yang sangat populer digunakan, 

selain itu menurut beberapa penelitian 

penerapan metode ini dapat meningkatkan 

akurasi dari klasifikasi citra digital yang 

dilakukan (Zoffoli et al., 2014).  

Metode klasifikasi multispektral 

merupakan salah satu metode yang di-

gunakan dalam pemetaan ekosistem lamun 

yang masuk dalam kategori ekosistem 

perairan dangkal. Salah satu teknik dari 

metode klasifikasi multispektral yang cukup 

berkembang saat ini dalam memetakan 
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ekosistem padang lamun adalah dengan 

menggunakan analisis berbasis objek atau 

biasa disebut OBIA (Object Based Image 

Analysis) yang menunjukkan hasil yang 

efektif dalam teknik ekstraksi citra dengan 

memanfaatkan algoritma machine learning 

dalam proses pengklasifikasiannya (Phinn et 

al., 2011).  

Beberapa penelitian sebelumnya 

secara spasial telah menerapkan metode 

berbasis objek dengan menggunakan 

beberapa algoritma machine learning dan 

menunjukkan hasil yang cukup baik dalam 

memetakan habitat bentik dasar perairan laut 

dangkal (Anggoro et al., 2017; Aziizah et al., 

2016). Hasil penelitian Mastu et al., (2018) 

menyebutkan bahwa pemetaan habitat bentik 

perairan dangkal dengan menggunakan 

metode OBIA dan penerapan koreksi kolom 

air menghasilkan tingkat akurasi sebesar 

60,04% untuk 12 kelas dan 64,1% untuk 9 

kelas habitat bentik dengan algoritma SVM. 

Selain itu penelitian Hafitz & Danoedoro 

(2015) juga menunjukkan pengaruh koreksi 

kolom air terhadap akurasi pemetaan habitat 

bentik dengan nilai akurasi sebesar 26,01%, 

tanpa koreksi kolom air meningkat menjadi 

30,34% dengan koreksi kolom air. 

Berdasarkan hal tersebut maka diasumsikan 

bahwa dengan penerapan koreksi kolom air 

dapat meningkatkan nilai akurasi pada 

pemetaan habitat bentik perairan dangkal 

termasuk ekosistem lamun. Pengaruh koreksi 

kolom air terhadap hasil klasifikasi 

ekosistem padang lamun dan penggunaan 

algoritma klasifikasi OBIA yang tepat masih 

perlu dikaji untuk mendapatkan hasil 

pemetaan yang lebih akurat dan optimum. 

Tujuan penelitian ini adalah menentukan 

tingkat akurasi pemetaan ekosistem padang 

lamun dengan penerapan koreksi kolom air 

dan tanpa koreksi kolom air pada metode 

klasifikasi OBIA dan penerapan beberapa 

algoritma klasifikasi SVM, Bayes, KNN, dan 

DT di perairan pesisir pulau Pajenekang, 

Sulawesi Selatan. 

 

 

II. METODE PENELITIAN 

 

2.1.   Waktu dan Tempat 

Penelitian ini dilakukan pada bulan 

Agustus-September 2018 di ekosistem 

padang lamun yang berada di perairan pesisir 

Pulau Pajenekang, Provinsi Sulawesi Selatan. 

Secara geografis lokasi penelitian ini terletak 

pada 04o56’12’’-04o57’07’’LS dan 

119o20’02’’-119o21’06’’BT. Area titik 

sampling pada penelitian ini mengelilingi 

pulau dari arah utara sampai ke selatan 

(Figure 1). 

 

2.2.  Pengumpulan Data 

Pengumpulan data lapangan meng-

gunakan metode systematic random 

sampling. Metode tersebut dipilih ber-

dasarkan beberapa pertimbangan di lapangan 

dan pengetahuan akan kondisi di lokasi 

penelitian, dipilih secara acak dengan 

penentuan interval (jarak) tertentu secara 

berurutan (Congalton & Green, 2009). 

Penelitian ini juga menggunakan teknik foto 

transek yang diambil tegak lurus dari atas. 

Teknik foto transek ini dilakukan untuk 

mengidentifikasi objek yang terambil pada 

setiap transek,  menentukan tutupan lamun 

pada transek kuadran dan dapat juga 

digunakan sebagai dasar dalam membuat 

skema klasifikasi habitat bentik dasar 

perairan pada lokasi penelitian. Pada 

dasarnya teknik foto transek yang digunakan 

pada penelitian ini untuk menunjukkan 

keterwakilan dari ukuran spasial citra yang 

digunakan pada habitat bentik yang dominan. 

Mengingat pemetaan yang kami 

lakukan adalah pemetaan habitat bentik dan 

habitat lamun maka kami menggunakan citra 

satelit resolusi spasial tinggi yang tersedia 

agar informasi yang dihasilkan lebih detail 

dan menghasilkan akurasi yang optimum. 

Berdasarkan hal tersebut citra satelit yang 

digunakan dalam penelitian ini adalah citra 

satelit SPOT 7 yang diakuisisi pada tanggal 

27 Maret 2017.  
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Citra Satelit SPOT 7 memiliki resolusi 

spasial 6x6 m2 dan terdiri dari empat band 

citra multispektral (biru, hijau, merah, dan 

inframerah) ditambah satu band 

pankromatik. Data citra satelit diperoleh dari 

Lembaga Penerbangan dan Antariksa 

Nasional (LAPAN) dalam bentuk level 

terkoreksi Ortho. Sistem proyeksi yang 

digunakan adalah sistem koordinat geografik 

WGS-1984. Data lapangan dikumpulkan 

dengan menggunakan teknik foto transek 1x1 

m2 (Prabowo, 2018; Anggoro et al., 2017; 

Roelfsema et al., 2013) pada 196 titik 

observasi lapangan (Figure 1).  Penggunaan 

transek kuadrat dengan ukuran tersebut 

dimaksudkan untuk memaksimalkan dalam 

penentuan atau identifikasi objek dominan 

yang dilihat secara visual di lapangan 

ataupun hasil dari foto transek. 
 

2.3.   Analisis Data 

Data lapangan yang dikumpulkan 

diidentifikasi dan dicatat langsung ber-

dasarkan acuan dari Seagrass Watch 

(McKenzie et al., 2003). Setelah itu dilakuan 

pengolahan data citra satelit yang terdiri dari 

beberapa tahap, pertama preprosesing citra 

yang terdiri koreksi atmosferik, koreksi 

geometrik, dan cropping citra untuk lokasi 

penelitian. 

Proses klasifikasi menggunakan 

metode OBIA dilakukan melalui dua tahapan 

yaitu segmentasi citra dan klasifikasi pada 

tiap segmen (Zhang, 2015). Proses 

segmentasi pada penelitian ini menggunakan 

algoritma multiresolution segmentation 

(MRS) dengan besar skala yang digunakan 

berbeda pada level 1, level 2, dan level 3. 

Klasifikasi citra yang terdiri dari 3 level 

tersebut berdasarkan komposisi lamun adalah 

level 1 (reef level) yang terbagi atas darat, 

perairan dangkal, dan laut dalam; level 2 

(benthic zones) terdiri dari empat kelas 

habitat yaitu bentik karang, lamun, pasir, dan 

rubble; dan level 3 (seagrass cover) 

merupakan persen tutupan padang lamun 

yang juga terbagi menjadi tiga kelas tutupan 

yaitu kaya/sehat, kurang kaya dan miskin. 

Struktur hierarki skema klasifikasi dari 

masing-masing level selengkapnya disajikan 

pada Figure 2. 

 

 
 

Figure 1. The coastal waters of Pajenekang Island in Pangkep Regency, South Sulawesi 

Province. The sampling point area is marked by a green dot around the island from 

north to south. 
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Figure 2. The image classification hierarchy structure consists of 3 levels. 

 

Perbedaan skala pada proses 

segmentasi ini nantinya akan menghasilkan 

kumpulan layer objek citra dalam suatu 

jaringan hierarki. Adapun parameter yang 

terdapat dalam algoritma MRS ini 

merupakan parameter pengaturan homo-

genitas objek yaitu scale, shape, dan 

compactness (Trimble, 2014). 

Tahapan selanjutnya adalah 

perlakuan dengan koreksi kolom air (Depth 

Invariant Index, DII) dan tanpa koreksi 

kolom air. Komposit untuk perlakuan tanpa 

koreksi kolom air (DII) menggunakan band 

merah (band 3), band hijau (band 2), dan 

band biru (band 1) yang kemudian dianalisis 

secara digital menggunakan klasifikasi 

berbasis objek dengan menggunakan input 

feature mean dari band 1, band 2 dan band 3. 

Sementara untuk koreksi kolom air 

digunakan kombinasi antara band hijau dan 

band biru. Berdasarkan penelitian Hafitz & 

Danoedoro (2015) variasi band yang paling 

banyak menyerap nilai pantulan spektral 

pada perairan adalah kombinasi band biru 

dan hijau. Teknik koreksi kolom air DII 

menerapkan metode Lyzenga  menggunakan 

nilai  kemiringan regresi (ki/kj) yang di-

hitung berdasarkan persamaan dari Green et 

al. (2000). Hasil dari DII tersebut di-

masukkan sebagai variabel input feature ke 

dalam analisis klasifikasi OBIA. 

Pada proses klasifikasi level 2 dan 

level 3 dilakukan pendekatan algoritma 

klasifikasi menggunakan algoritma machine 

learning yaitu SVM, Bayes, DT, dan KNN. 

SVM memiliki vector yang berfungsi sebagai 

pemisah atau pembatas diantara dua kelas 

dengan memaksimalkan margin dari masing-

masing kelas (Wahidin et al., 2015).  

Bayesian adalah algoritma yang 

mengasumsikan bahwa vektor fitur dari 

masing-masing kelas terdistribusi normal 

(meskipun tidak harus didistribusikan secara 

independen) dan juga termasuk dalam 

klasifikasi sederhana (Fukunaga, 1990; 

Bradski & Kaehler, 2008). KNN memiliki 

teori dasar bahwa dalam dataset kalibrasi 

terdapat sekelompok sampel k yang terdekat 

dengan sampel yang tidak diketahui, 

misalnya berdasarkan fungsi dari jarak dan 

pada prinsipnya setiap sampel yang dipilih 

untuk setiap kelas akan mencari objek 

sampel terdekat dalam ruang fitur untuk 

setiap objek gambar. Jika objek gambar 

adalah objek sampel terdekat milik kelas A, 

maka objek akan didefinisikan ke dalam 

kelas A (Wei et al., 2005).  DT diasumsikan 

sebagai dasar dalam klasifikasi pada 

pengamatan label objek yang hampir sama 

dalam variabel yang berbeda. Konsep utama 

dalam algoritma DT ini adalah tabel yang 

dinyatakan dalam bentuk atribut dan data 

Reef level 

 

Mainland 

 

Shallow waters 

Mainland 

 

Coral Rubble Seagrass 

Mainland Coral cover 

Deep sea 

Deep sea 

 

Sand 

Deep sea 

 

Benthic zones 

Seagrass cover 

SPOT 7 

Level 1 

Level 2 

Level 3 



Pemetaan Ekosistem Lamun Dengan dan Tanpa Koreksi Kolom . . .  

14 http://journal.ipb.ac.id/index.php/jurnalikt 

record (Sartika & Sensuse, 2017). 

Penggunaan semua algoritma machine 

learning tersebut dimaksudkan untuk 

mencari hasil yang optimum dalam 

memetakan ekosistem lamun dalam hal ini 

untuk melihat hasil klasifikasi, kondisi, dan 

sebaran jenis lamun. Adapun input feature 

yang digunakan pada klasifikasi OBIA ini 

adalah Mean dari band 1, band 2, band 3 dan 

DII atau tanpa DII. 

 

2.4.  Uji Akurasi 

Tahap terakhir yang dilakukan 

selanjutnya adalah uji akurasi dengan 

menggunakan confusion matrix dan nilai 

koefisien Kappa. Uji akurasi ini dilakukan 

pada level 2 dan level 3 untuk melihat hasil 

yang optimum dari masing-masing algoritma 

machine learning yang digunakan dan  

melihat hasil pemetaan lamun dengan 

menggunakan DII atau tanpa DII.  

 Kushardono (2017) menjelaskan 

bahwa confusion matrix merupakan salah 

satu metode pengujian akurasi untuk 

mengetahui nilai overall accuracy dari hasil 

pengolahan klasifikasi dengan mem-

bandingkan kelas-kelas hasil klasifikasi 

dengan kelas-kelas training data. Sedangkan 

indikator lain yaitu nilai koefisien Kappa 

yang diperoleh dengan cara membandingkan 

nilai akurasi keseluruhan dengan nilai 

akurasi yang diharapkan.   

Formula uji akurasi yang digunakan 

berdasarkan Congalton & Green (2009) 

merupakan matriks kesalahan (confusion 

matrix) yang menghasilkan nilai Overall 

Accuracy (OA), User Accuracy (UA), 

Producer Accuracy (PA), koefisien Kappa 

dan nilai Z statistika. Uji akurasi tersebut 

dapat dihitung dengan persamaan berikut: 

 

…………………………....... (1)          

      

…………….………………..... (2)                          

        

…………….………………...... (3)                                          

       

k adalah jumlah baris pada matriks, n adalah 

jumlah pengamatan, nii adalah jumlah 

pengamatan pada kolom ke-i dan baris ke-i 

dan njj merupakan jumlah pengamatan pada 

kolom ke-j dan baris ke-j. Sedangkan 

perhitungan nilai koefisien Kappa berada 

pada rentang 0-1 dan lebih kecil dari nilai 

akurasi keseluruhan yang dapat dihitung 

dengan rumus sebagai berikut: 

 

 ……………..... (4)                          

    

Keterangan: menurut Whiteside et al. (2011) 

r merupakan jumlah baris pada matriks,  

 adalah jumlah pengamatan baris i dan 

kolom i,  dan x+i merupakan total margin 

baris i dan kolom i, sedangkan N adalah 

jumlah total pengamatan (keseluruhan 

akurasi). Nilai koefisien Kappa inilah yang 

digunakan dalam penilaian akurasi untuk 

menentukan secara statistik apakah suatu 

matriks kesalahan berbeda secara signifikan 

dari yang lain (Congalton & Green, 2009). 

Jika  1 dan 2 merupakan 

estimasi Kappa statistik dari masing-masing 

matriks kesalahan #1 dan #2,  ( 1) dan 

 ( 1) adalah estimasi varian sebagai 

hasil dari perhitungan yang tepat, maka uji 

statistik menggunakan persamaan:  

 

 ……………………........... (5)  

     

Keterangan: Z adalah standarisasi dan 

distribusi normal (standar deviasi) dengan 

hipotesis 𝐻0: 𝐾1 = 0 dan 𝐻1: 𝐾1 ≠ 0, 𝐻0 

ditolak jika 𝑍 ≥ 𝑍𝛼/2, dimana α/2 adalah 

tingkat kepercayaan uji Z dan derajat bebas 

diasumsikan tidak terhingga (∞). Uji statistik 

untuk menguji jika dua eror matriks 

independen berbeda secara signifikan 

menggunakan persamaan:   
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 …………………... (6)   

 

Keterangan: Z adalah standarisasi distribusi 

normal nilai Kappa dengan hipotesis 𝐻0: 

(𝐾1-𝐾2) = 0, alternatif 𝐻1: (𝐾1−𝐾2) ≠ 0, 𝐻0 

ditolak jika 𝑍 ≥ 𝑍𝛼/2. 

 

III. HASIL DAN PEMBAHASAN 

 

3.1.  Skema Klasifikasi 

Hasil analisis dari data lapangan 

menunjukkan bahwa habitat bentik perairan 

laut dangkal di lokasi penelitian terdiri dari 

empat kelas yaitu lamun, pasir, karang, dan 

rubble. Penentuan kelas habitat bentik 

didasarkan atas dominasi objek yang teramati 

di lapangan. Mastu et al. (2018) menjelaskan 

bahwa sampai saat ini belum ada dasar dalam 

pembuatan skema klasifikasi sehingga skema 

klasifikasi yang dibuat dalam menentukan 

kelas objek yang teramati untuk klasifikasi 

citra disesuaikan berdasarkan komposisi 

penyusun habitat bentik dominan yang 

ditemui di lapangan. 

Data lapangan menunjukkan bahwa 

terdapat lima jenis lamun yang terdistribusi 

di perairan pesisir Pulau Pajenekang yang 

diidentifikasi berdasarkan status padang 

lamun di Indonesia sesuai dengan pengkelas-

an oleh Sjafrie et al. (2018). Jenis-jenis 

lamun tersebut antara lain adalah Enhalus 

acoroides, Thalassia hemprichii, Cymodocea 

rotundata, Halophila ovalis, dan Halodule 

uninervis (Figure 3).  

Menurut Romimohtarto & Juwana 

(2001), ada tiga marga yang banyak dijumpai 

di perairan pantai yaitu Halophila, Enhalus, 

dan Cymodocea. Sedangkan untuk dominasi 

kemunculan Thalassia di area penelitian 

dapat disebabkan karena kondisi substrat 

yang sesuai dengan jenis lamun tersebut 

yaitu bersubstrat pasir sampai dengan 

pecahan karang. Hasil penelitian sebelumnya 

menjelaskan bahwa lamun jenis Thalassia 

hemprichii umumnya banyak ditemukan di 

daerah rataan terumbu dengan substrat pasir 

dan pecahan-pecahan karang yang kasar baik 

yang tumbuh secara monospesifik maupun 

yang tumbuh dengan lamun atau tumbuhan 

jenis lain (Coremap, 2007). 

 

 
 

Figure 3. Types of seagrass in the waters of Pajenekang Island. 

 

Halodule uninervis Cymodoce rotundata Halophila ovalis 

Thalassia hemprichii Enhalus acoroides 
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Skema klasifikasi yang digunakan 

dalam penelitian ini terdiri dari 3 level. Level 

1 yaitu reef level yang terdiri dari 

pengkelasan darat, laut dalam, dan perairan 

dangkal. Level 2 merupakan pengkelasan 

habitat bentik dasar perairan laut dangkal 

(lamun, pasir, karang, dan rubble). 

Sedangkan level 3 merupakan pengkelasan 

kondisi tutupan lamun (rapat, kurang rapat, 

dan jarang). Penentuan kondisi ini 

berdasarkan dari Kepmen Lingkungan Hidup 

No.200 Tahun 2004 tentang Kriteria Baku 

Kerusakan dan Pedoman Penentuan Status 

Padang Lamun. 

 

3.2.  Klasifikasi Citra dengan Penerapan  

            Koreksi Kolom Air (Depth 

Invariant Index) dan Tanpa 

Koreksi Kolom Air 

Proses utama yang dilakukan dalam 

penerapan metode ini adalah mencari nilai 

koefisien atenuasi (Ki/Kj) dari lokasi 

penelitian untuk perairan Pulau Pajenekang 

dengan mengekstrak nilai digital dari 

kombinasi kanal biru dan hijau, karena kanal 

biru dan hijau sangat baik untuk penetrasi 

(Suwargana, 2014). Setelah itu dicari nilai 

covarian dan varian dari training sampel 

pada masing-masing kanal, kemudian 

didapatkan nilai koefisien atenuasi yang 

diterapkan ke dalam klasifikasi digital citra 

satelit. Nilai koefisien atenuasi (Ki/Kj) yang 

diperoleh sebesar 0,53501. Training sampel 

yang dilakukan pada substrat dasar perairan 

berdasarkan metode Lyzenga (1981) berada 

pada kedalaman yang berbeda dan homogen 

agar mendapatkan nilai korelasi yang linier 

dengan DII.  

Hasil DII yang diperoleh pada 

penelitian ini juga diterapkan pada beberapa 

algoritma machine learning (SVM, DT, 

KNN, dan Bayes) untuk klasifikasi kelas 

habitat bentik dan kondisi tutupan lamun. 

Selain itu, masing-masing algoritma machine 

learning yang ada diujikan dengan perlakuan 

tanpa koreksi kolom air (tanpa DII), sehingga 

dapat diketahui penerapan metode dan 

algoritma machine learning yang digunakan 

pada lokasi penelitian. Hasil klasifikasi level 

2 dan level 3 untuk tiap algoritma yang 

diujikan pada masing-masing perlakuan 

dapat dilihat pada Figure 4 dan 5. 

Secara spasial hasil klasifikasi 

masing-masing algoritma pada Figure 4 

menunjukkan hasil yang tidak jauh berbeda 

untuk tiap level dan perlakuan. Pada Figure 3 

dilakukan klasifikasi kelas habitat bentik 

yang terdiri dari kelas lamun, karang, rubble 

dan pasir. Masing-masing algoritma yang 

diujikan pada perlakuan tanpa koreksi dan 

dengan koreksi kolom air secara visual tidak 

menunjukkan perbedaan yang cukup 

signifikan. Selain itu, hasil klasifikasi pada 

level 2 juga menunjukkan bahwa untuk 

masing-masing objek yang dikelaskan, kelas 

rubble terlihat lebih dominan dibandingkan 

kelas lainnya pada penerapan algoritma 

Bayes.  

Hasil perbandingan beberapa 

algoritma yang ditampilkan pada kedua 

gambar diatas (Figure 3) secara umum juga 

dapat menjelaskan bahwa penggunaan 

algoritma klasifikasi pada suatu lokasi atau 

kasus penelitian tidak serta merta dapat 

disamakan. Faktor kemiripan nilai spektral 

menurut Mastu (2018) tidak dapat dihindari 

oleh algoritma klasifikasi, terutama kelas 

habitat bentik yang disusun oleh beberapa 

kelas habitat bentik dalam lokasi 

pengamatan.  

Figure 5 terlihat bahwa klasifikasi 

objek lamun berdasarkan kelas kondisi 

tutupan lamun terbagi menjadi tiga kelas, 

yaitu kaya/sehat, kurang kaya, miskin. 

Berdasarkan hasil perlakuan yang telah 

dilakukan yaitu tanpa penerapan koreksi 

kolom air dan dengan koreksi kolom air tidak 

terjadi penambahan ataupun pengurangan 

kelas untuk masing-masing kondisi tutupan 

lamun. Akan tetapi, secara visual dapat 

dilihat bahwa pada masing-masing kelas 

kondisi tutupan lamun yang telah dilakukan 

koreksi kolom air terdapat perbedaan dalam 

hal distribusi kelas kondisi tutupan lamun 

pada beberapa area tertentu. Distribusi kelas 

kaya/sehat dan kurang kaya terlihat lebih
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Figure 4.  The results of image classification level 2 (benthic habitat class) with the 

application of water column correction and without water column correction on 

SVM, Bayes, KNN and DT classification algorithms. 

 

mendominasi setelah dilakukan koreksi 

kolom air dibandingkan dengan kelas miskin 

(rusak). Perbedaan perlakuan pada kondisi 

tutupan lamun terlihat jelas pada pengujian 

menggunakan algoritma SVM, dimana 

sebelum dilakukan koreksi kolom air kelas 

dominan adalah kelas dengan kondisi tutupan 

kurang kaya. Setelah dilakukan koreksi 

kolom air terlihat terjadi perubahan dan kelas 

yang dominan adalah kelas dengan kondisi 

tutupan kaya/sehat. 

Perubahan tersebut dapat diakibat-

kan karena tidak adanya pengaruh koreksi 

kolom air pada refleksi spectral, pada kelas 

tutupan kurang kaya dan setelah dilakukan 

koreksi kolom air kejelasan objek pada kelas 

kaya/sehat lebih jelas, serta adanya pengaruh 

dari variasi kekeruhan dan kedalaman 

terhadap koreksi kolom air. Thalib et al. 

(2018) menjelaskan bahwa variasi kedalaman 

dan kekeruhan dapat mempengaruhi kolom 

air sehingga di-perlukan koreksi kolom air 

untuk mengurangi pengaruh kolom air 

dengan algoritma Lyzenga yang diasumsikan 

dapat memberikan informasi karakteristik 

dasar perairan dangkal dengan lebih jelas. 

 

3.3.  Uji Akurasi 
Berdasarkan hasil perhitungan 

confusion matrix nilai akurasi yang diperoleh 

dari penerapan koreksi kolom air dan tanpa 

koreksi kolom air untuk masing-masing 

algoritma klasifikasi menunjukkan nilai 

akurasi yang secara signifikan tidak berbeda 

jauh (Table 1).  Umumnya nilai akurasi 

masing-masing algoritma klasifikasi yang 

diterapkan menunjukkan nilai yang baik, 

sesuai perlakuan atau inputan yang diberikan.  
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Figure 5. Level 3 image classification results (seagrass cover conditions) by applying water 

column correction and without water column correction on SVM, Bayes, KNN and 

DT classification algorithms. 

 

Table 1. The total accuracy value of benthic habitat class classification (level 2) and seagrass 

cover conditions (level 3) SPOT 7 2017 images with and without DII correction on 

several classification algorithms.  

 

No. 
Classification 

Algorithm 

Level 2 Level 3 

Without DII 

(%) 

With  

DII (%) 

Without 

DII (%) 

With 

 DII (%) 

1. SVM 66.8 66.8 60.69 56.07 

2. Bayes 70.36 69.17 66.47 65.89 

3. KNN 66.8 66.8 63.01 63.01 

4. DT 67.19 67.19 55.49 55.49 

 

Pada umumnya hasil akurasi dari beberapa 

algortima klasifikasi yang diujikan dengan 

penerapan koreksi kolom air dan tanpa 

koreksi kolom air masing-masing 

menunjukkan bahwa nilai akurasi pada 

klasifikasi habitat bentik (level 2) cukup baik 
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(>65%) dan nilai terbaik diperoleh pada 

algoritma Bayes dengan nilai akurasi 70,36% 

pada perlakuan tanpa koreksi kolom air dan 

69,17% dengan perlakuan koreksi kolom air. 

Pada level 3 untuk klasifikasi kondisi lamun 

juga menunjukkan hasil yang optimal dan 

terbaik dihasilkan oleh algoritma klasifikasi 

Bayes tanpa perlakuan koreksi kolom air 

sebesar 66,47% dan dengan koreksi kolom 

air sebesar 65,89%. Menurut Putri et al. 

(2004) algoritma Bayes merupakan algoritma 

pengkelasan yang berdasarkan probabilitas 

sederhana dan dirancang untuk dipergunakan 

dengan alasan bahwa antar satu kelas dengan 

kelas yang lain tidak saling tergantung 

(independen). Selain itu Han & Kamber 

(2006) juga menjelaskan bahwa keuntungan 

pengklasifikasian dengan menggunakan 

pendekatan ini dapat memperkecil nilai eror 

atau kesalahan klasifikasi. Kayabol & Kutluk 

(2016) dalam penelitiannya memberikan 

kesimpulan bahwa Bayes dapat digunakan 

dalam jumlah sampel data yang kecil dan 

memberikan hasil yang baik dalam 

melakukan klasifikasi. Sementara itu 

rendahnya nilai akurasi dari algoritma 

lainnya menurut Mastu (2018) dapat 

dipengaruhi oleh kompleksitas habitat bentik 

dalam hal ini lamun yang terdapat di lokasi 

penelitian dan jumlah titik pengamatan. 

Beberapa kasus algoritma klasifikasi 

tertentu dapat menghasilkan nilai akurasi 

yang tinggi apabila input data dan 

pemrosesan citra yang dilakukan sesuai. 

Selain itu tingginya kompleksitas habitat dan 

ketidaksesuaian antara akurasi GPS dan 

resolusi spasial citra juga dapat menyebab-

kan rendahnya akurasi (Anggoro et al., 

2017). Selain hasil dari nilai overall 

accuracy, Congalton & Green (2009) 

menjelaskan bahwa untuk mengetahui 

perbedaan signifikan dari nilai akurasi hasil 

klasifikasi dapat dilakukan dengan analisis 

melalui nilai Kappa dan Z statistika. Nilai Z 

statistika yang diperoleh menggambarkan 

seberapa signifikan perbedaan yang 

diperoleh dari masing-masing perlakuan 

(Table 2 dan 3). 

Table 2.  Test values are significant 

comparisons of several 

classification algorithms at level 2 

with and without water column 

correction (DII). 

 

Algorithm 

Z Level 2 

statistics 

without DII 

and with DII 

Z Table 

(α=0.05) 

SVM 0.01 1.96 

Bayes 0.46 1.96 

KNN 0.00 1.96 

DT 0.00 1.96 

 

Table 3.  Test values are significant 

comparisons of several 

classification algorithms at level 3 

with and without water column 

correction (DII). 

 

Algorithm 

Z Level 3 

statistics 

without DII 

and with DII 

Z Table 

(α=0.05) 

SVM 0.31 1.96 

Bayes 0.12 1.96 

KNN 0.00 1.96 

DT 0.00 1.96 

 

Table 2 dan 3 memperlihatkan nilai 

hasil Z statistik yang telah diuji pada level 2 

dan level 3. Pada Table 3 dihasilkan nilai Z 

statistik lebih kecil dari nilai Z tabel dengan 

nilai alpha yang ditentukan adalah α/2 

(0.05/2 = 0.025). Nilai alpha (α) merupakan 

taraf signifkan yang nilainya tetap dan tidak 

berubah-ubah berapapun jumlah sampel yang 

dilihat dari nilai Z dari luas di bawah nilai 

kurva normal baku. Hal yang sama juga 

terlihat pada Table 4, dimana nilai Z statistik 

yang dihasilkan pada level 3 nilainya lebih 

kecil dari nilai Z tabel. Nilai Z statistik yang 

diperoleh dari kedua tabel diatas (Table 2 

dan 3) adalah hasil yang dihitung 

berdasarkan nilai akurasi dari masing-masing 

algoritma yang diuji dengan perlakuan tanpa 

koreksi kolom air dan dengan koreksi kolom 
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air untuk mengetahui jika dua matriks 

kesalahan independen berbeda secara 

signifikan. 

Hasil dari nilai Z statistika dari 

masing-masing perlakuan menjelaskan 

bahwa hasil akurasi masing-masing 

algoritma dengan kedua perlakuan tersebut 

dikategorikan terdistribusi normal tetapi 

tidak menunjukkan perbedaan yang 

signifikan. Perbandingan nilai Z tabel dengan 

nilai Z hitung yang didapat dari masing-

masing algoritma menunjukkan bahwa nilai 

Z hitung atau Z statistik lebih kecil dari nilai 

Z tabel, yang artinya hipotesis awal diterima 

dan tidak ada perbedaan yang nyata (sama) 

antara masing-masing algoritma yang 

diujikan dengan perlakuan tanpa koreksi 

kolom air dan dengan koreksi kolom air pada 

tiap level. Hal ini sesuai hipotesis awal yang 

telah ditentukan dan berlaku pada rumus uji 

statistik (uji Z) yang menentukan kriteria 

bahwa Z adalah standarisasi distribusi 

normal nilai Kappa dengan hipotesis 𝐻0: (𝐾1 

− 𝐾2) = 0, alternatif 𝐻1: (𝐾1 −𝐾2) ≠ 0, 𝐻0 

ditolak jika 𝑍 ≥ 𝑍𝛼/2 (Congalton & Green, 

2009). 

 

IV.  KESIMPULAN 

 

Penerapan perlakuan dengan koreksi 

kolom air dan tanpa koreksi kolom air pada 

pemetaan ekosistem habitat bentik dan lamun 

dengan menggunakan beberapa algoritma 

klasfikasi (SVM, Bayes, KNN, dan DT) 

menunjukkan hasil akurasi yang tidak 

berbeda nyata. Namun demikian, dari empat 

algoritma yang digunakan, algoritma Bayes 

tanpa koreksi kolom air memberikan nilai 

akurasi tertinggi untuk pemetaan habitat 

bentik dengan nilai 70,36% dan habitat 

lamun sebesar 66,47%. 
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